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Ⅰ.  서 론

4차 산업혁명으로 인하여 다양한 최첨단 기술들에 대

한 연구가 활발히 이뤄지고 있다. 이에 다양한 영상 처리 

및 컴퓨터 비전 기술이 사용되는데, 가장 기초가 되는 기

술 중 하나로 feature extraction 및 feature matching이 

있다. Feature extraction은 이미지에서 사물 또는 local

한 영역의 고유 정보를 담고 있는 feature를 추출하는 과

정으로, 기존 알고리즘들은 주로 feature의 위치를 탐색하

고 각 feature마다 descriptor를 할당하는 과정을 거친다. 

이러한 방식에서 feature는 주변의 정보를 담고 있으므로 

중요한 정보가 많은 지점을 feature의 위치로 정하는 것이 

중요한데, 따라서 corner point처럼 주변에서 값이 크게 

변하는 위치를 사용하는 경우가 많다. 

Feature extraction과 feature matching은 다양한 분

야에서 활용될 수 있는 중요한 기술 중 하나이다. Feature

간의 matching을 통해 이미지간의 matching 작업을 수

행할 수 있는데, 이를 통해 Image Retrieval 작업이나 

VPR(Visual Place Recognition) 작업을 수행할 수 있다. 

특히 VPR은 이미지간의 matching을 이용하여 camera 
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요 약

Feature extraction은 간단한 컴퓨터 비전 기술부터 VR, AR, 로봇공학 등 최첨단 기술에 이르기까지 다양한 기술에 활용

될 수 있으며 따라서 이에 대한 연구가 활발히 이루어지고 있다. 기존 Feature extraction 방법에 해당하는 SIFT, SURF, 

ORB 등의 기술은 각자 나름대로 촬영 환경 변화에 강인한 feature를 얻기 위해 다양한 방법을 사용하지만, 모든 상황에서 유

연한 feature를 얻기에는 한계가 존재한다. 이를 해결하기 위해 최근 다양한 Neural Network를 기반으로 하는 feature 

extraction 및 feature matching 방법이 연구되고 있다. 본 글에서는 Feature extraction에 대해 설명하고, 최근에 많이 

활용되고 있는 Neural Network 기반의 feature extraction 및 feature matching 기술들을 소개한다. 

Point Cloud 데이터 제작 기술
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pose를 추정하는 Visual Localization에도 활용될 수 있

다. 또한, 두 개의 이미지간의 matching을 통해 두 이미지

간의 관계를 나타내는 homography 행렬 또는 essential 

행렬 등을 추정할 수 있는데, 이러한 관계 행렬을 구함으

로써 이미지 stitching이나 SFM(Structure from Motion) 

또는 3D Reconstruction과 같이 VR에 활용될 수 있는 

작업을 수행할 수도 있다. 이외에도 자율주행 기술에 쓰

이는 SLAM(Simultaneous Localization and Mapping)

과 같은 기술 등에도 활용될 수 있다. 이렇듯 feature 

extraction 및 feature matching은 기본적인 이미지 처

리 작업뿐만 아니라 최첨단 기술에도 활용될 수 있는 중

요한 작업이다. 

기존에 많이 활용되던 feature extraction 기법에

는 SIFT(Scale Invariant Feature Transform)[1][2], 

SURF(Speeded Up Robust Features)[3], ORB(Oriented 

FAST and Rotated BRIEF)[4] 등이 있다. SIFT[1][2]는 

scale에 강인한 feature를 얻기 위해 Scale Space를 생

성하여 feature의 위치를 찾는다. DoG 연산을 기반으로 

feature의 위치를 찾고, 회전에 강인한 feature matching

을 위해 feature descriptor 생성 과정에서 feature 주위 

픽셀들의 gradient를 고려한다. SURF[3]는 SIFT의 원리

를 바탕으로 하면서 더 빠르게 feature를 추출하고자 하는 

목적으로 연구된 방법이다. SIFT처럼 Scale Space를 만들

지만 DoG 필터를 단순화시킨 필터를 사용하고 적분 영상

을 이용함으로써 계산 속도를 높이고자 하였다. ORB[4]

는 FAST[5] 알고리즘을 개선시킨 방법으로 feature의 위

치를 찾고, BRIEF[6] 알고리즘을 개선시킨 방법으로 각 

feature descriptor를 생성한다. ORB는 BRIEF를 기반으

로 descriptor를 생성하므로 이진 descriptor 형태이기 때

문에 계산량이 적다는 장점이 있다. Feature는 사물 또는 

이미지의 특성을 대표하므로 scale 변화, 회전, 조명 변화, 

밝기 변화 등과 무관하게 matching될 수 있어야 한다. 이

를 위해 기존 feature extraction 알고리즘들이 다양한 방

법을 사용하고 있지만, 모든 상황에 유연한 알고리즘을 만

드는 것은 어렵다.

최근 딥러닝 분야가 급속도로 성장함으로써, 영상 처리 

및 컴퓨터 비전에도 딥러닝을 접목하는 연구가 활발히 진

<그림 1> Feature의 개념

<그림 2> Feature Extraction, Matching을 이용한 Image Stitching
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행되고 있다. Feature extraction이나 feature matching 

분야에서도 신경망 구조를 이용하여 성능을 높이고자 하

는 연구들이 계속해서 진행되고 있다. 기존 방법으로는 

무수히 많은 예외적인 상황을 모두 고려하기 어려우므

로, 이를 학습을 통해 극복하려는 것이다. 그중 많이 사용

되고 있는 기술로 SuperPoint[7], LoFTR(Local Feature 

TRansformer)[8] 등이 있다. SuperPoint에서는 CNN

을 이용하여 기존 feature extraction처럼 feature의 위

치를 탐지하고 feature의 descriptor를 생성한다. 반면

에 LoFTR은 따로 feature의 위치를 탐지하는 과정 없이 

CNN에서 나온 feature map간의 matching을 수행한다. 

Ⅱ장과 Ⅲ장에서, 이 두 가지 방법에 대하여 자세히 알아

본다.

II. SuperPoint[7]

SuperPoint는 크게 3개의 모듈로 나눌 수 있다. 먼저, 

학습을 위해 training dataset에 labeling을 수행하는 모듈

이 있다. 그리고 이렇게 생성한 labeling된 data를 이용하

여 feature의 위치를 찾는 모듈과, feature의 descriptor를 

생성하는 모듈이 있다.

1. Training dataset에 labeling

Supervised 학습을 위해서는 labeling된 training 

dataset이 필요하다. 하지만 feature의 위치를 사람이 직

접 일일이 labeling하기에는 그 수가 너무 많고, feature의 

위치를 정의하는 것 또한 모호함이 있다. 따라서 [7]에서

는 labeling을 위해 MagicPoint라는 Neural Network 구

조를 제안하였다. MagicPoint는 convolution layer를 기

반으로 이루어져 있으며, 흑백 이미지를 입력 받아서, ‘각 

픽셀마다 feature가 위치할 확률값’을 가지는 확률 map

을 출력한다. 처음에는 실제로 사용할 training dataset

에 label이 없으므로, 임의로 간단한 도형이 그려져 있는 

dataset을 생성한다. 이 도형들의 꼭짓점 위치를 알 수 있

으므로, 이 꼭짓점 위치를 feature의 위치로 labeling할 수 

있다. 일단 이 labeling된 도형 dataset으로 MagicPoint

를 학습시킨다. 이렇게 학습을 수행한 MagicPoint는 단

순한 이미지에 대해 feature의 위치를 제법 잘 찾을 수 있

지만, 실제 복잡한 dataset에 대한 feature 위치 탐지 정

확도는 떨어진다. [7]에서는 MagicPoint에 ‘homography 

adaptation’이라는 방법을 적용하여 실제 label이 없는 이

미지에 labeling을 부여하는 방법을 제안하였다. 

<그림 3>은 homography adaptation 과정을 나타낸 

<그림 3>  Homography Adaptation
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것이다. 먼저, 임의로 homography 행렬들 H1, H2, ..., HNh

을 생성하고, label이 없는 이미지에 적용하여 여러 개의 

homography 변환 이미지를 생성한다. 이 homography 

변환 이미지들을 각자 MagicPoint에 넣어서 나름대로 

feature의 위치를 추정한다. 앞서 적용했던 homography 

행렬을 이용하여 역변환하고, 역변환된 이미지들에서 검

출된 feature 위치를 통합하여 labeling을 수행한다. 

2. Feature 위치 검출

MagicPoint로 구한 labeling된 training dataset을 이

용하여 본격적으로 feature의 위치를 찾는 모듈을 학습한

다. <그림 4>는 이 모듈의 pipeline을 간단히 나타낸 것

이다. 먼저, H×W×1 크기의 이미지를 VGG[9]와 같은 

CNN architecture에 입력한다. 이때, CNN architecture

에서 max pooling을 3번 수행하여 출력 feature map

의 가로.세로 크기가 각각 원본 입력 이미지의  
1
8 이 되

도록 한다. 즉, 입력 이미지의 8×8 = 64개의 픽셀 정보

를 하나의 벡터로 표현한 꼴이 된다. 이후 feature map

을 convolution layer에 넣어서 channel 수를 65가 되

게 한다. 이를 수행하면 64개의 픽셀정보를 1×1×65 크

기의 벡터로 나타내는 의미가 된다. 그리고 이 벡터 단

위로 softmax 연산을 취한다. 각 픽셀마다 ‘해당 픽셀

이 feature의 위치일 확률’을 학습할 것이므로, 65개의 

channel 값은 각각 ‘각 픽셀이 feature의 위치일 확률’과 

‘64개의 픽셀 중에 feature가 존재하지 않을 확률’을 의미

한다. 이제 ‘64개의 픽셀 중에 feature가 존재하지 않을 확

률’을 의미하는 65번째 채널값을 버리면 feature map의 

channel 수가 64로 줄어들고, 이를 원본 이미지 크기대로 

reshape를 수행한다. 최종적으로 원본 입력 이미지와 크

기가 같고, 각 픽셀이 feature의 위치일 확률값을 가지는 

확률 map을 얻을 수 있다. 

3. Feature descriptor 생성

Feature간의 matching을 수행하기 위해서는 feature

의 위치뿐만 아니라, feature마다의 descriptor를 생성해

야 한다. 이번에는 feature descriptor를 생성하는 모듈에 

대해서 설명한다. <그림 5>에서 pipeline을 나타내고 있

다. 앞에서 VGG와 같은 CNN architecture로부터 얻었

던 feature map을 그대로 사용한다. 즉, 가로.세로 크기

가 원본의  
1
8 인 feature map을 사용한다. 이 feature map

을 convolution layer에 넣어주는데, 이번에는 channel 

수가 D차원이 되도록 한다. 여기서 D는 생성하고자 하

는 descriptor의 차원수를 의미한다. Channel 수를 그대

로 유지하고, 가로.세로 크기가 원본 이미지와 같아지도록 

interpolation을 적용한 upsampling을 수행한다. 이렇게 

얻은 feature map은 H×W×D 크기를 가지게 되고 각 D

<그림 4> SuperPoint의 Feature 위치 탐지 Pipeline
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차원 벡터에 대해 L2 normalization을 수행하여 각 픽셀

에 대응되는 descriptor를 얻을 수 있다.

4. Loss함수

학습 시에는 이미지 pair를 입력한다. Training dataset

의 한 이미지에 대해 임의의 homography 변환을 취하

여 다른 이미지를 생성하고 두 이미지를 하나의 pair로 

묶는다. Pair가 된 두 이미지를 각각 SuperPoint에 넣어

서 feature의 위치와 descriptor를 생성한다. SuperPoint

는 올바른 feature의 위치를 찾고 올바른 descriptor를 생

성하기 위한 모델이므로 loss함수 또한 크게 두 가지 항

으로 나뉜다. 첫 번째 항은 feature 위치에 대한 loss항이

고, 두 번째 항은 feature descriptor에 대한 loss항이다. 

먼저, pair를 이루는 두 이미지 모두 feature 위치에 대

한 ground truth를 가지고 있으므로 이를 이용하여 cross 

entropy loss함수를 적용하여 feature 위치에 대한 loss를 

계산할 수 있다. 

두 이미지간의 homography 행렬을 알고 있으므로 올

바른 matching을 수행하였을 때는 descriptor의 내적값

이 클수록 loss값을 작게, 잘못된 matching을 수행하였을 

때는 descriptor의 내적값이 작을수록 loss값을 작게 설정

함으로써 feature descriptor를 학습할 수 있다.

III. LoFTR[8]

이번 장에서는 LoFTR에 대해 설명한다. LoFTR은 

feature의 위치를 따로 찾는 SuperPoint 및 기존 알고리

즘들과 달리, CNN architecture의 출력으로 나온 feature 

map간의 matching을 수행한다. 직접 탐색한 feature 위치

에서만 matching을 수행하면 sparse한 matching 결과를 

얻게 되는데, LoFTR과 같이 feature map 단위로 matching

을 수행하면 dense한 matching을 수행할 수 있다. LoFTR

은 크게 4가지 모듈로 나눠서 설명한다. 첫 번째 모듈은 

CNN architecture로부터 feature map을 얻는 과정이다. 

두 번째 모듈에서 이  feature map에 self attention과 cross 

attention을 적용한다. 그리고 세 번째 모듈에서 coarse한 

matching을 수행하고 이 matching 정보를 기반으로 네 번

째 모듈에서 더 정밀한 matching을 수행한다.

1. Feature map 얻기

LoFTR도 SuperPoint처럼 이미지 pair를 입력하여 학

습을 진행한다. 먼저, 두 이미지 IA와 IB를 FPN(Feature 

Pyramid Network)[10]에 넣는다. FPN에서는 입력 이미

지의 
1
2 , 

1
4 , 

1
8 , ... 등의 크기를 가지는 feature map을 얻

을 수 있는데, <그림 6>처럼 그중에서 입력 이미지의 
1
8 

크기를 가지는 feature map FA
C, FB

C와 
  

크기를  

<그림 5> SuperPoint의 Feature Descriptor 생성 Pipeline

1
2
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가지는 feature map인 FA
f, FB

f를 사용할 것이다. 이때 두 

이미지 IA와 IB의 크기를 각각 HA×WA×1, HB×WB×1라

고 하고, channel 크기를 CC라고 하면 FA
c와 FB

c의 크기는 

각각 
1
8 HA×

1
8 WA×CC, 

1
8 HB×

1
8 WB×CC이 된다. 마찬가

지로 FA
f와 FB

f의 channel 크기를 Cf라고 하면, FA
f와 FB

f의 

크기는 각각 
1
2 HA×

1
2 WA×Cf,  

1
2 HB×

1
2 WB×Cf이다.

2. LoFTR 모듈

먼저 앞서 구한 입력 이미지의 
1
8 크기를 가지는 feature 

map FA
c, FB

c를 사용한다. 이 두 feature map에 positional 

encoding을 수행하고 각 CC차원 벡터를 LoFTR 모듈에 

입력으로 넣는다. LoFTR 모듈은 transformer의 원리를 

<그림 6> LoFTR에서 Feature Map 얻기

<그림 7> LoFTR 모듈
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기반으로 하며, self attention layer와 cross attention 

layer를 교대로 NC번 수행한다. Attention layer에서 

Query와 Key, Value를 모두 같은 feature map으로부터 

얻었으면 self attention이고 다른 feature map으로부터 

얻었으면 cross attention이다. LoFTR 모듈의 출력 또한 

각각 
1
8 HA×

1
8 WA×CC, 

1
8 HB×

1
8 WB×CC의 크기를 가지

는데, 이를 FA
c,tr, FB

c,tr이라고 둔다.

3. Coarse level matching

LoFTR 모듈에서 출력으로 나온 FA
c,tr, FB

c,tr의 각 벡터

들을 matching하는 모듈이다. 이미지 IA의 FA
c,tr로부터 

 
1
64HAWA개의 CC차원 벡터를 얻을 수 있고, 이미지 IB의 

FB
c,tr로부터  

1
64HBWB개의 CC차원 벡터를 얻을 수 있으므

로 이 벡터간의 matching을 수행한다. 먼저 FA
c,tr의 i번째 

벡터를 FA
c,tr(i)라고 하고 FB

c,tr의 j번째 벡터를 FB
c,tr(j)라고 

할 때, 각 FA
c,tr(i)와 FB

c,tr(j)간의 내적 연산을 통하여 score 

map S(i, j)를 계산한다. 이를 식으로 나타내면 식 (1)과 같

고, S(i, j)의 구조는 <그림 8>과 같다.

 (1)

즉, S(i, j)는 FA
c,tr(i)와 FB

c,tr(j) 간의 유사도를 의미한

다. S(i, j)의 각 i번째 행마다 softmax 연산을 취한 값을 

softmaxi(i, j)라고 하고, S(i, j)의 각 j번째 열마다 softmax 

연산을 취한 값을 softmaxj(i, j)라고 하자. 이 식 (2)와 같

이 두 값을 곱하면 FA
c,tr(i)와 FA

c,tr(j)가 matching될 확률

을 의미하는 Pc(i, j)를 구할 수 있다.

(2)

모든 각 i에 대해서 Pc(i, j)값이 가장 높은 j를 찾으면 

FA
c,tr(i)와 FB

c,tr(j)간의 matching쌍을 구할 수 있다. 단, 이

때 임계값 θC에 대하여 PC(i, j)<θC이면 matching 확률이 

너무 낮다고 판단하여 matching쌍에 포함시키지 않는다. 

이렇게 구한 matching쌍들을 집합 MC라고 둔다.

4. Fine level matching

앞서 구한 matching쌍 MC는 해상도가 낮았던 FA
c, FB

c

에서의 matching 결과이므로 이번에는 보다 해상도가 높

은 feature map에서 matching을 시도한다. 앞에서 구했

던 입력 이미지의 
1
2 크기를 가지는 feature map FA

f, FB
f

를 사용한다. 먼저 FA
f와 FB

f에서 coarse level matching

으로 얻은 MC의 각 (i, j)쌍 위치에 해당하는 w×w크기의 

윈도우를 추출한다. 이 두 윈도우를 FA
f(i), FB

f(j)라고 하고 

FA
f(i)와 FB

f(j)를 LoFTR 모듈에 넣어서 나온 값을 FA
f,tr(i)

와 FB
f,tr(j)이라고 한다. FA

f,tr(i)의 중심 벡터와 FB
f,tr(j)의 각 

모든 벡터간의 correlation을 구하고 softmax를 취하여 

‘FA
f,tr(i)의 중심 벡터와 FB

f,tr(j)의 각 벡터간의 matching 

확률’을 의미하는 heatmap을 얻는다. 이 확률분포의 

expectation을 구하여 FB
f,tr(j) 내부에서 FA

f,tr(i)의 중심 벡

터와 matching되는 위치 j′를 구할 수 있다. 이렇게 얻은 

(i, j′)쌍들의 집합을 Mf라고 한다.

5. Loss함수

LoFTR은 ScanNet[11], MegaDepth[12]처럼 camera 

pose와 depth map data가 주어져 있는 training set을 

사용한다. 따라서 이미지 pair간의 warping 관계를 알 

수 있고, 모든 픽셀에서 올바른 matching관계를 알 수 있<그림 8> S(i, j)의 구조
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다. 이 정보를 ground truth로 하여 loss함수를 설계한

다. LoFTR의 loss함수도 크게 두 항으로 나뉜다. 첫 번

째 항은 coarse level에서의 loss를 계산한다. Coarse 

level matching 수행 과정에서 matching 확률을 의미하

는 Pc(i, j)를 계산하였었는데, ground truth matching에 

해당하는 확률값이 높을수록 loss가 작아지게끔 학습한

다. 나머지 항은 fine level에서의 loss로, Mf의 각 j′와 

ground truth matching 픽셀 j′gt간의 유클리디안 거리가 

짧을수록 loss값이 작아지게 설계한다.

IV. 알고리즘 성능 비교

본 장에서는 SuperPoint 및 LoFTR과 기타 딥러닝 기반 

feature extraction, feature matching 알고리즘에서의 성

능을 비교한다. 해당 실험 결과는 [8]에서 실행한 실험 결

과를 정리한 것이다.

Test dataset으로는 HPatches[13] dataset이 사용되었

고, 평가 방식으로는 homography estimation을 사용하

였다. Homography 변환 관계를 가지는 이미지 pair들에 

대하여 각 feature matching 방법을 사용하여 RANSAC

으로 homography 행렬을 추정한다. 이렇게 추정한 

homography 행렬을 이용하여 이미지 pair 중 한 이미

지를 다른 이미지로 homography 변환을 수행할 수 있는

데, 이때 이미지 꼭짓점들의 reprojection 에러를 구한다. 

에러값이 threshold보다 적으면 feature matching이 잘 

수행되었다고 판단하고 정답으로 처리한다. 이를 반복하

여 정답률을 구할 수 있다. <표 1>과 <표 2>는 각 몇 가지 

모델에 대하여 threshold를 각각 3pixel, 5pixel, 10pixel

까지 설정하여 AUC를 정리한 것이다. <표 1>은 앞서 설

명했던 SuperPoint를 포함한 ‘feature의 위치를 별도로 

탐지하는’ model들의 성능을 비교한 것이다. R2D2[14]

와 DISK[15]에서는 matching 방법으로 NN을 사용하였

고, SuperPoint에서는 SuperGlue[16]라는 matching 방

법을 사용하였다. 반면 <표 2>는 LoFTR처럼 ‘feature의 

위치를 별도로 탐지하는 모듈이 없는’ model들의 성능

을 비교한 것이다. Sparse-NCNet[17], DRC-Net[18]이 이

에 해당한다. 이 결과들을 보면 SuperPoint와 LoFTR이 

다른 model들에 비해 좋은 성능을 가지는 것을 확인할 

수 있다.

   

Model
Threshold R2D2+NN DISK+NN

SuperPoint+
SuperGlue

3pixel 50.6 52.3 53.9

5pixel 63.9 64.9 68.3

10pixel 76.8 78.9 81.7

<표 1> Detector based model들간의 AUC 비교

Model
Threshold Sparse-NCNet DRC-Net LoFTR

3pixel 48.9 50.6 65.9

5pixel 54.2 56.2 75.6

10pixel 67.1 68.3 84.6

<표 2> Detector free model들간의 AUC 비교
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V. 결 론

본 글에서는 feature extraction 및 feature matching

에 대하여 설명하였다. Feature extraction 및 feature 

matching은 여러 분야에서 기초적인 기술로 사용되고 

있기 때문에 상당히 중요한 기술이다. 만약 제대로 된 

feature matching이 수행되지 않으면 당연히 이를 활용

한 기술들의 성능도 안 좋을 수밖에 없을 것이다. 따라서 

기존 알고리즘의 한계를 뛰어넘고자 SuperPoint, LoFTR 

등 Neural Network을 이용한 방법들이 꾸준히 연구되고 

있다. 비록 feature extraction 및 feature matching에 대

한 연구는 굉장히 오래되었지만, 그 중요성은 여전히 줄

어들지 않고 있다.
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